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요 약

인공신경망의학습을 위해제안된 오류역전파알고리즘은최근까지도 딥러닝모델 핵심학습 알고리즘으로사용되고있다. 하지만오류

역전파 학습법에서 최상위층의 오류 신호가 가중치를 따라 하위층으로 순차적으로 전달되는 가중치 전송(weight transport)방식에 대해

정보 전달의 효율성과 생물학적 타당성에 대한 논의는 계속되어왔다. 그 대안을 찾는 연구의 하나로, 역방향 오류 신호 전달 과정에서

랜덤 가중치를 이용하는 알고리즘들이 최근에 제안되었다. 이러한 방법들은 간단한 딥러닝 모델을 사용하여 실험을 통해 그 가능성을

입증하였으나, 아직 실험 초기 단계에 머물고 있다. 본 논문은 랜덤 가중치 학습법에 다양한 랜덤 가중치 생성 방식을 결합하였을 때

그 성능 변화에 대하여 실험을 통해 분석한다.

Ⅰ. 서 론

인공신경망들은 최근 다양한 응용 분야에서 성공적으로 사용되

고 있으며 이런 인공신경망을 학습시키는 알고리즘인 오류역전

파(Backpropagation, BP) 학습법은 개발된 이후 현재까지 대부

분의 딥러닝 모델 학습에 활용되고 있다[1]. 오류 역전파 알고리

즘의 학습은 하위층의 가중치를 수정하기 위해 상위층들의 가중

치 값을 활용하여 오류 신호를 순차적으로 전달받으면서 수행된

다. 이런 오류 역전파 알고리즘의 역전파를 통한 오류 기반 학습

특성때문에가중치전송(weight transport) 문제와같은정보전

달의 비효율성과 생물학적 타당성 결여와 같은 한계가 존재한다

[2]. 특히 출력값을계산하는순방향가중치값이 오류 신호를전

달하는 역방향 계산에서도 동일하게 사용되는 가중치 대칭

(weight symmetry)의 특성은 실제 뇌에서 일어나는 정보 전달

방식이라고보기 힘들며, 이를 해결하기 위한시도들이 이뤄지고

있다[2-5].

피드백 할당(feedback alignment, FA) 알고리즘은 역방향 오류

신호전달단계에서순방향가중치에의존하지않고고정된랜덤

가중치를 사용하여 네트워크의 학습을 수행하는데 오류 역전파

알고리즘과 비교하였을 때 충분히 비슷한 학습 성과를 낼 수 있

음을 확인할 수 있었다[2]. 피드백 할당 알고리즘을 확장하여 학

습 병렬 처리를 통한 정보 전달의 효용성 측면에서 그 가능성을

확인한직접피드백할당(direct feedback alignment, DFA) 알고

리즘과스파스연결을직접피드백할당알고리즘에결합하여학

습 중 계산 복잡성을 개선한 알고리즘도 제안되었다[3, 4]. 한편

가중치대칭성의문제를완화하는또다른방법으로순방향가중

치와 부호만 일치시킨 랜덤 가중치를 사용하는 부호 대칭(sign

symmetry, SS) 알고리즘이제안되어, 역방향 학습에서가중치의

크기는성능에영향을크게미치지않음과부호일치성이학습에

중요한 역할을 함을 증명하였다[5].

그러나 이러한 역방향 랜덤 가중치를 이용하는 연구들은 아직

초기 단계로 비교적 간단한 실험 결과만을 제시하고 있어, 그 특

성을이해하기위해서는보다많은분석이필요하다. 본 연구에서

는 피드백 할당 알고리즘에서 역방향 랜덤 가중치를 생성할 때

각 층의 가중치 사이 관계를 고려하여 다양한 가중치 생성 방법

[6-8]을 적용하여 그 효과를 분석한다. 기존의 피드백 할당 알고

리즘에서는 역방향 랜덤 가중치를 생성할 때 카이밍 균등 분포

초기화 방법을적용하였지만본연구에서는 [6-8]과 같은 연구를

활용하여역방향가중치의랜덤샘플링방식이학습성능에미치

는 영향에 대해서 분석한다.

이 논문의구성은다음과같다. 2에서는 FA 방법의설명과학습

성능향상을위한학습전략제안, 3절에서는실험결과를제시한

후 4절에서는 결론과 향후 연구 계획에 대하여 설명한다.

Ⅱ. 랜덤 가중치를 가지는 학습법을 이용한 학습 성능 개선 전략

2.1.랜덤가중치를이용한학습알고리즘

먼저 기본적인 오류 역전파 학습법(backpropagation, BP)에 대

하여 기술한 후, 이로부터 변형된 랜덤 가중치 학습법에 대하여

기술한다. 설명의 편의성을위해다층 퍼셉트론을기반으로설명

하나, 합성곱 신경망 등의 다른 모델들도 같은 방식으로 적용된

다. 번째층의 번째노드의출력  
 
는  번째층의 번째

노드의출력 
   

와이들을연결하는가중치 

, 번째노

드로 들어오는 입력들의 가중합  와 활성화 함수 에 의해

다음과 같이 계산된다.

 
    

  
 






  
(1)

순방향 계산 과정에서 입력층에서 출력층으로 순차적으로 노드

들의출력값이계산되면, 신경망의최종출력에대하여오차값 
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가 얻어진다. 이 오류를 감소시키기 위한 오류 역전파 학습법을

적용하면, 노드( 
 
)에서의 오류 신호는 다음과 같이 상위층의

역전파 신호를 이용하여 계산된다.


 

 







  ′   


   


(2)

이 식에서순방향계산에사용되는가중치 
  

값이그대로

적용되는가중치대칭문제가존재함을알수있다. 이 오류 신호

를 이용한 가중치 수정 식은 다음과 같이 얻어진다.








 

 


′     (3)


 

  





(4)

랜덤 가중치를 이용한 학습 알고리즘[2-5]들은 역방향 계산을

수행시에 순방향 가중치  대신 랜덤 가중치 를 적용한다.

즉, 노드( 
 
)에서의 오류 신호는 다음과 같이 계산된다.


 








 
   ′  


  


(5)

오류 역전파이론과달리, 이러한 방법들은순방향가중치( )와

역방향가중치( )가 같을필요가없으며, 학습시에각노드는상

위층의 가중치 정보를 계속 유지할 필요가 없다. 이러한 방식을

신경망 학습에 처음 적용한 피드백 할당(FA) 알고리즘[2]에서는

랜덤하게선택한 를그대로학습에적용하였으며, 이를통해서

도 오류역전파 학습법과 유사한 성능을 얻을 수 있음을 보였다.

기존의 랜덤 가중치를 이용한 학습 연구들에서는 가중치 생성

방법에대해서는별도로고려하지않고기본적인카이밍균등분

포방법과같은특정방법으로고정한분석을수행하였다. 그러나

앞에서 기술한 바와 같이, 랜덤 가중치를 생성하는 방식과 초기

가중치와 학습 동적 특성 간의 관계를 통해 랜덤 가중치를 이용

하는알고리즘의성능을보완할수있을것이라기대되며이러한

효과를실험적으로분석할필요가있다. 본 연구에서는이를위해

피드백할당알고리즘에가중치생성방법을결합한학습전략들

에 대하여 정리하고 분석하고자 한다. 

2.2. 역박향 랜덤 가중치의 설정

여기서는다양한가중치초기화방법을역방향가중치초기화에

적용하여 그 성능을 분석한다. 인공신경망에서 순방향 가중치

()를 생성할때같은크기의랜덤가중치( )를 생성하고이러

한 랜덤 가중치 생성에 여러 가중치 초기화 방법을 적용한다. 첫

번째, 기존 방법인 카이밍 균등 분포 초기화 방법[6]을 사용하면

활성화 함수에 따라 범위를 계산하고 이 범위 내에서 랜덤 가중

치 텐서들이 균등하게 생성된다. 두 번째로, 직교 가중치 초기화

방법[7]을 통해직교가중치텐서들로랜덤가중치행렬을생성하

면 정방행렬이 아닌 경우차원이 큰 쪽으로벡터 직교가 성립하

게끔생성된다. 세번째, 희소초기화방법[8]은 가중치텐서의크

기를 받아와서 먼저 정규 분포로 생성된 난수를 채운 후에 열의

수만큼임의의위치에원소들을 0으로 변환시켜희소초기화텐

서를 생성한다.

본 논문에서는 단순히 하나의 가중치 초기화 방법을 이용하여

성능 향상을 노리는 것 외에 입력층과 은닉층에서 직교 초기화

방법을 사용하고 은닉층과 출력층 사이에는 카이밍 균등 분포나

희소초기화방법을사용한가중치초기화방법을제안한다. 출력

층에서 은닉층으로의 가중치 사이 차이가 클수록 성능에 영향이

있다는 연구[9]에 기반하여, 벡터 공간에서는 직교할 때 차이가

가장 크고 또 역전파의 방향성에 따른 직교를 성립시키기 위해

출력층을제외한은닉층의가중치설정에직교초기화방법을적

용하였다. 역시가중치직교방향을유지하기위해마지막은닉층

과 출력층의 사이 가중치 설정은 다른 초기화 방법으로 카이밍

균등 분포 초기화와 희소 초기화 방법을 적용하였다.

다음 절에서는 랜덤 가중치를 이용한 학습 방법에 가중치 초기

화 방법을 다르게 주었을 경우 어떤 효과가 있는지 실험을 통해

분석하고이를바탕으로효과적인랜덤가중치학습전략을제안

한다.

Ⅲ. 실험 분석

3.1. 실험 조건

랜덤 가중치 설정 방법에 따른 학습 효과를 확인하기 위하여

MNIST 데이터세트를이용하여다층퍼셉트론과합성곱신경망

구조에 대한 학습 실험을 수행하였다. 학습 에포크는 100번을 수

행하였으며 학습률은 0.0001로 설정하였다. 실험에서 사용한 모

델은다층퍼셉트론네트워크에서는완전연결층이 1개부터 4개

까지의 경우가 있으며 합성곱 신경망 모델은 합성곱 블록이 1개

부터 2개인 경우로 구성하였다. 모든 실험의 오차 함수로는 크로

스 엔트로피 함수를 사용하였으며 활성화 함수는 하이퍼 탄젠트

함수를 사용하였고 최적화 알고리즘으로는 Adam을 사용하였다.

실험 결과는테스트오차를백분율로나타냈으며각학습시도에

서 가장 낮은 테스트 오차율을 집계하였고, 초기 가중치를 달리

하는 10번의 실험에 대한 평균과 표준편차를 얻었다.

랜덤 가중치 설정 방법에카이밍균등분포초기화방법을사용

한 FA 방법을 UFA라 명명하였다. 다음으로직교초기화방법을

사용한 FA 방법은 OFA 그리고이논문에서제안한학습전략으

로직교초기화방법을은닉층역전파가중치에사용하고마지막

출력층에 대해 균등 분포와 희소 초기화 방법을 사용한 것을 각

각 OUFA와 OSFA로 명명하였다.

3.2. 실험 결과

MNIST 데이터세트에서각가중치초기화방법을랜덤가중치

설정에적용하여학습한성능을 [표 1]에 비교 정리하였다. 각 모

델 구조에서 가장 성능이 좋은 결과는 굵은 표시와 밑줄로 표시

하였고, 두 번째로 성능이 좋은 가중치 설정 방법은 굵은 글씨로

만 표시하였다.

[표 1]에 정리한 것을 살펴보면 신경망 구조가 단순할 때에 각

가중치 설정 방법들의 성능 차이는 크게 보이지 않는 것으로 나

타났다. 하지만전체적으로봤을때구조가복잡해질수록직교초

기화와 희소 초기화를결합한 OSFA와 직교 초기화와균등분포

초기화를결합한 OUFA의 오차율이낮은경향을보이는것을확

인할수있다. 또한 직교초기화만사용한방식인 OFA의 경우에

도오차율이낮은경향을보이는것을확인할수있다. 이를통해

직교 초기화 방식과 희소 초기화 방식을 이용하였을 때 노드 간

가중치의차이를크게만들어랜덤가중치를사용하는학습알고

리즘의 성능 향상을 노릴 수 있다는 가능성을 확인하였다.
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평균 오차율(%)±표준편차

가중치

설정

모델

UFA OFA OUFA OSFA

FC1-1000 1.75±0.06 1.77±0.04 1.75±0.07 1.75±0.05

FC2-1000 1.67±0.05 1.64±0.05 1.67±0.03 1.62±0.03

FC3-800 1.60±0.06 1.58±0.04 1.58±0.04 1.57±0.05

FC4-800 1.69±0.05 1.65±0.04 1.66±0.04 1.68±0.06

CONV1-5x5 1.24±0.02 1.25±0.04 1.21±0.06 1.23±0.04

CONV2-5x5 0.82±0.06 0.80±0.06 0.76±0.04 0.78±0.06

[표 1] 랜덤 가중치 설정 방법에 따른 MNIST 성능 비교

본 실험에서는 랜덤 가중치 생성 방식을 다양하게 적용하였을

때그효과에대하여조사하였다. 학습다이나믹스측면에서기존

의 균등 분포를 통해 가중치를 생성한 것보다 직교 초기화 방법

을 통해 초기 가중치 간 거리를 멀게 하였을 때 성능이 조금 더

향상되는 것을 확인할 수 있었다. 이러한 결과를 바탕으로 랜덤

가중치를이용한학습에적절한랜덤가중치설정방법을적용함

으로써 가중치 전송 문제를 가지는 기존 BP와 비슷한 성능을 얻

을 수 있음을 확인하였다.

Ⅳ. 결론

본 논문에서는 오류 역전파 학습법이 가지는 가중치 전송 문제

를 해결하기 위해 개발된 랜덤 가중치 학습 알고리즘의 성능에

랜덤가중치설정방법이미치는영향을조사하였다. 기울기역학

에서 가중치의 관계를 통해 성능을 개선할 수 있다는 점에 착안

하여 랜덤 가중치를 설정할 때 다양한 가중치 초기화 방법을 적

용하여 그 차이를 분석하였다. 기존 가중치 생성 방법인 균등 분

포초기화방법을사용하였을때간단한구조에서는성능이가장

좋지만 구조가 복잡해질수록 직교 초기화 방법을 사용하였을 경

우가 성능이 더 좋은 것으로 나타났다. 이러한 직교 초기화 방법

을 균등 분포 초기화 방법과 희소 초기화 방법에 결합한 방법은

기존의 균등분포 초기화 방법과비교하였을 때 더낮은 학습 오

차를 기록하는 등의 성능 개선을 실험을 통해 그 효과를 확인하

였다. 향후에는 랜덤 가중치 초기화 설정 시 가중치 벡터 사이의

관계에 대한 심층적 분석과 구현 방법을 모색할 것이다.
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