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요 약  

 
뇌-컴퓨터 인터페이스(Brain-Computer Interface, BCI)는 뇌활성도를 통해 외부기기를 움직이거나 제어하는 기술로, 

신체적 기능에 제한이 있는 노약자 및 장애인에게 새로운 움직임 보조수단이 될 수 있다. 최근 딥러닝 기술은 BCI 

분야에서 안정적이고 높은 수준의 뇌파(Electroencephalogram, EEG) 특징 추출 및 분류 성능을 보여주었으나, 데이터가 

충분하지 않을 경우 학습하는 과정에서 과적합 문제를 초래할 수 있다. 본 논문에서는 합성곱 신경망 기반의 전이 학습을 

활용하여 BCI 동작 상상 EEG 를 분류하는 기법을 제안한다. 이를 위해 BCI competition IV-2a 데이터셋에서 대상 

사용자의 EEG 데이터를 제외한 나머지 데이터로 합성곱 신경망 모델을 생성하고 대상 사용자의 EEG 데이터를 이용하여 

전이학습을 수행하였다. 제안하는 기법은 소규모 데이터만으로 생성된 모델보다 평균 10.8%의 분류 정확도 향상을 

이끌어내었다 (64.7%). 

 

Ⅰ. 서 론  

뇌-컴퓨터 인터페이스(Brain-Computer Interface, 

BCI)는 뇌활동을 통해 외부기기를 움직이거나 제어할 수 

있는 새로운 기술이다. 그 중 

뇌파(Electroencephalogram, EEG) 기반의 동작 

상상(Motor Imagery)을 분류하는 기술은 신체장애가 

있는 사람에게 새로운 움직임 보조수단으로 각광받고 

있다[1].  

기계학습 모델 중 합성곱 신경망(Convolutional 

Neural Network, CNN)은 이미지 및 음성인식 분야에서 

특징 추출 및 분류 알고리즘으로 우수한 성능을 

보이면서, 최근 BCI 분야에서도 효과적인 EEG 의 특징 

추출 및 분류를 위해 사용되고 있다[2]. CNN 을 

학습하기 위해서는 충분한 양의 데이터가 필요하다. 

그러나 개인 차의 영향을 받는 BCI 분야에서 대규모 

EEG 데이터를 구축하기에는 한계가 있다[3]. 이러한 

데이터 부족을 해결하거나 비용 절감을 위한 하나의 

방법으로 전이학습(Transfer learning)이 사용된다[4]. 

전이학습은 사전에 학습이 완료된 모델의 가중치를 

초기 가중치로 설정하여, 목적하는 새로운 모델로 

가중치를 전이하여 학습하는 기법이다[5]. 전이학습은 

비용 절감 뿐만 아니라, 사전 학습된 네트워크의 지식이 

새로운 데이터로 전이되어 적은 데이터로도 좋은 성능을 

나타낸다는 장점이 있다[6].  

본 논문은 대상 사용자를 제외한 나머지 데이터로 

학습된 CNN 을 대상 사용자의 데이터로 전이학습한 

모델과, 대상 사용자의 데이터만으로 학습한 CNN 모델 

사이의 성능을 비교하였다. 

Ⅱ. 본 론  

본 논문에서는 비교를 위해 BCI Competition IV-2a 

오픈 데이터셋을 사용하였다[7]. EEG 데이터는 9 명의 

사용자로부터 22 개의 EEG 채널과 3 개의 

안전도(Electrooculography, EOG) 채널로 총 25 채널을 

사용하여 기록되었고 250Hz 로 샘플링 되었다. 총 4 

클래스(왼손, 오른손, 혀, 양발)로 구성되어 있으며 각 

클래스 마다 72 trials 가 제공된다. 이 연구에서는 

cue 가 주어진 후 0.5 초부터 2 초간의 EEG 데이터가 

사용되었다.  

 

 
그림 1. 모델의 학습 방법: (a) 일반적인 기계학습 방법 

(b) 전이학습 방법 
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그림 2. 사용자에 따른 분류 정확도 

 

그림 1 은 일반적인 기계학습과 전이학습에서의 모델 

학습 방법을 나타낸다. 전이학습의 성능을 비교하기 

위하여, 그림 1 (a)와 같이 각 사용자마다 구축된 모델을 

기준점으로 설정하였다. CNN 기반의 전이학습은 그림 1 

(b)와 같이 대상 사용자를 제외한 나머지 사용자들의 

데이터를 이용하여 사전 모델을 구축하고, 구축된 사전 

모델의 지식 이전(Knowledge transfer)과 함께 대상 

사용자의 데이터만을 활용하여 모델을 학습하였다. 이 때, 

미세조정을 통해 사전 학습된 CNN 의 모든 층의 

가중치를 미세하게 재조정하였다[8]. 

본 논문에서 사용된 모델인 EEGNet 은 EEG 기반 

분류 문제를 위한 경량형 CNN 으로, 적은 

데이터셋에서도 좋은 성능을 보여주었다[9]. 최적화 

알고리즘으로 Adam(Adaptive moment)을 사용하였으며, 

학습률은 0.001 으로 설정하였다. 배치사이즈(Batch 

Size)와 반복 횟수(Epoch)를 각각 128, 500 으로 

고정하였고, 학습 조기 종료(Early stopping) 함수의 

patience 를 50 으로 지정하였고, 각 모델별로 10-fold 

교차 검증을 수행하였다. 

그림 2 는 전이학습을 여부에 따른 동작상상 분류 

모델의 정확도를 보여준다. 전이학습의 효과를 평가하기 

위한 기준으로, 대상 사용자의 데이터만을 이용하여 

학습된 EEGNet 은 평균 53.89%의 분류 정확도를 

보였다. 반면에 다른 사용자의 데이터로 사전 학습하고 

대상 사용자의 데이터로 전이학습 시킨 EEGNet 의 경우 

평균 64.69 %로 기준점보다 높은 정확도를 보였다. 

Ⅲ. 결 론  

본 논문에서는 동작 상상 뇌파 분류의 정확도를 

향상시키기 위해 CNN 기반의 전이학습을 제안하였다. 

제안하는 방법은 사전 학습 없이 학습된 CNN 모델에 

비해 10.8% 이상의 성능 증가를 보였다. 
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