
그림 1. FPN기반 객체 검출 네트워크의 기본구조
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요 약

본 논문은 FPN(Feature Pyramid Network)기반 네트워크에서 추출된 특징맵을 압축하는 구조를 제안한다. FPN구조의 네트워크는 해상도별 특징맵

이 추출되기 때문에 일반적으로 영상에비해 데이터가 크기 때문에, 영상에대한 압축에비해 더높은 압축율을 요구한다. 이에 본 논문은모든 해상도

의 특징맵 전체를 압축하지 않고, 심층 신경망을 통해, 낮은 해상도의 특징맵으로 높은 해상도 특징맵을 예측한 뒤 압축을 진행하는 방법을 제안한다.

제안한방법의결과는압축해야할대상의데이터양은 75% 감소함과동시에, 객체 검출성능(mAP)은 모든특징맵을보내는방법대비, 0.2% 감소했다.

Ⅰ. 서 론

최근이미지, 비디오에서객체검출, 객체 추적, 객체 영역분할을 수행하

기위한심층신경망에는 FPN[1]구조가널리사용되고있다. FPN의 기본

구조는 그림 1 과 같이 영상에서 해상도별 특징맵을 추출하는 backbone

을 포함한 FPN부분과 특징맵을 입력으로 넣어 객체 검출을 수행하는

detector head 부분으로 이루어져 있고, FPN의 기본 구조를 기반으로 한

객체 검출네트워크들은 추가적인 변화를 주어 성능 향상을위한연구들

진행되고 있다.[2][3][4]

다른 한편으로는 심층 신경망들을 모바일 또는 에지 디바이스에서 사용

하려는 시도가 있다.[5] 하지만 모바일이나 에지 디바이스에서 사용하기

에는 객체검출신경망이너무많은계산량을필요로 한다는문제점이있

다. 이를 해결하기 위해서 FPN 과정 까지는 높은 컴퓨팅 파워를 가지는

서버를 사용하고, FPN에서 출력된 특징맵을 에지 디바이스에 전달하여

객체 위치나 크기와 같은 객체 탐지 결과를 에지 디바이스에서 추론하는

방법에 대한 연구가 진행되고 있다. [6]

하지만, FPN에서 나온 결과물인 특징맵은 일반적으로 입력 이미지보다

더 많은 채널 수를 가지며, FPN구조상다수개의 특징맵을 출력하기 때문

에 입력대비 많은 데이터양을 가지고 있다. 큰 데이터양는 통신 네트워크

환경 부하가생겨, 지연과같은문제점이발생할 수있다. 따라서, 본 논문

에서는 FPN에서출력된다수개의특징맵의데이터양을감소시키기위하

여 낮은 해상도의 특징맵을 이용하여 높은 해상도의 특징맵을 예측하는,

FPN의 특징 압축을 위한 레벨 간 특징 예측 방법을 제안한다. 제안하는

방법은높은해상도의 특징맵을학습된신경망을통해 예측하여생성함으

로써해당해상도의 특징맵에대한전송을생략하여 전체적으로전송되는

데이터양을 75% 감소시킬 수있으며, 객체 검출성능은모든해상도의 특

징맵을 보냈을 경우 대비 0.2% 감소했다. 본 논문의 구성은 다음과 같다.

2장에서는 본 논문에서 제안한 방법에 대해서 자세히 설명하고, 3장에서

는 제안하는 방법의 성능을 평가하고 결론을 맺는다.

Ⅱ. 본론

본 논문에서는 FPN구조의 네트워크에서 출력 된 특징맵 중, 하위 해상

도의 특징맵을 입력으로 상위 해상도의 특징맵을 예측한 뒤 압축을 진행

하는 방법을 제안한다. 본 논문에서 사용한 FPN의 구조의 네트워크에서

출력된 특징맵은 P2, P3, P4, P5와 P5를 max pooling으로 down

sampling한 P6로 이루어져있다. 그림 2는 본 논문에서 제안하는 구조로,

Encoder와 Decoder로 구성되어있다. Encoder는 FPN에서 출력 된 특징

맵에서 가장 높은 해상도의 특징맵인 P2를 제외한 P3, P4, P5, P6를 압축

해서 Decoder로 전송한다. Decoder는 전송받은 압축된특징맵을 복원 후,

가장 낮은 해상도 특징맵은 P'6를 제외한 P'3, P'4, P'5를 본 논문에서 제

안한 네트워크에입력하여예측된 P2인 P'2를 생성한다. 마지막으로, P2',

P3', P'4 ,P'5, P'6를 detector head에 입력하여 객체 검출을 수행한다. 제

안한 네트워크가 P2를 예측하는 과정은 다음과 같다. 입력받은 특징맵들

을 P2의 해상도(H,W,C)에맞춰보간한후, 채널 축 방향으로이어붙인다.

이때 보간방법은 최단입점 보간법(Nearest neighbor interpolation)을 사

용한다. 이후, 합성곱 층 과 GDN(Generalized Divisive Normalization)[7]

층을 통해 예측한 P2'가 출력된다. GDN의 하이퍼 파라미터로 beta를

1e-6, gamma를 0.1, offset을 2의 –18승을 사용했다.
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data size(bit) mAP(%) AP-S(%) AP-M(%) AP-L(%)
Anchor 3773 k 57.595 37.755 64.244 73.022

Nearest neighbor 
interpolation 848 k 52.073 25.242 63.272 73.018

Proposed 848 k 57.387 36.429 63.961 73.023

표 1. 제안한 방법의 성능 비교

그림 2. 제안하는 특징맵 압축 구조

III. 실험환경 및 실험결과

본 논문에서 제안하는 방법의 성능을 평가하기 위하여 제안하는 특징 피

라미드 네트워크의 특징 압축을 위한 레벨 간 특징 예측 방법을 python

3.7.9기반의 pytorch 1.7.1 딥러닝 프레임 워크를이용하여 구현했다. 제안

하는 방법의 객관적 압축 성능 평가를 위해 FPN 에서 나온 특징맵을 선

형양자화및 SBMP 기반 CABAC[8]을 사용하여압축한뒤, 압축된데이

터의 크기및 복원된특징맵을사용한 객체 검출 정확도를 모든 특징맵을

보내는 경우(Anchor), 그리고 P3를 P2의 해상도로 최단입점보간법을 적
용한 것을 P2로 사용하는 경우(Nearest neighbor interpolation)와 비교
했다. 객체 검출 정확도는 AP-S, AP-M, AP-L,mAP 에 대해서 측정하며
이는 각각 소형, 중형, 대형에 대한 객체 검출 성능과 평균적인 객체 검출

성능을 의미한다. 객체 검출 정확도 비교를 위한 네트워크는

detectron2[9] 를 사용하여 구현했다. 구현한 네트워크는

ResNeXt-101(32x8d)[10]을 FPN의 backbone으로 사용했으며, 특징맵을

입력받아 객체 검출을 수행하는 detector head는 Faster R-CNN[11]의

detector head 부분을 사용했다.

제안하는 네트워크를 학습시키기 위하여 COCO data set[12]의

train2017에서 10000장을 training set으로 사용하고, val2017에서 5000장

을 validation set으로 사용했다. 성능 비교를 위한 Test set으로는

train2017에서 training set을 제외한 5000장을 사용했다.

표1에서 제안한 방법은 모든특징맵을보내는방법(Anchor) 대비 75%
정도의 bit 감소를 보임과 동시에, 객체 검출 성능(mAP (mean Average
Precision))은 0.2% 하락했다. 특히, 소형 물체 탐지 성능을 나타내는

AP-S에서의 성능 하락 정도가 크게 줄었음을 확인 할 수 있다.

Ⅳ. 결론

본 논문에서는 FPN 구조의 네트워크에서 하위 해상도의 특징맵을 입력

으로 상위 해상도의 특징맵을 예측한 뒤 압축을 진행하는 방법을 제안했

다. 본 논문에서 제안한 방법은 압축 할 대상의 총 데이터양을 75% 감소

시킴과동시에, 객체 검출성능(mAP)은 모든특징맵을보내는방법대비,

0.2% 감소했다.
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