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요 약  

 
본 논문은 비트-정밀도와 곱셈-누산(Multiply-Accumulate) 연산의 출력 개수를 조절할 수 있는 유연한 

곱셈-누산기 및 이를 적용하여 한 번에 처리하는 심층 신경망 필터 개수를 가변 가능한 시스톨릭 어레이(Systolic Array) 

하드웨어 구조를 제안한다. 제안하는 구조는 빠르게 많은 필터 처리를 요구하는 레이어에서 기존 구조보다 효율적이다. 

 

Ⅰ. 서 론  

심층 신경망(Deep Neural Networks)은 수백만 개 

이상의 가중치(Weight) 파라미터 수와 그에 대응되는 

입력 데이터와 가중치 값 사이의 반복적인 곱셈-

누산(Multiply-Accumulate) 연산을 통해 컴퓨터 비전, 

자연어 처리 등 다양한 분야에서 높은 정확도를 

보여주고 있다. 하지만 수많은 곱셈-누산 연산으로 인해 

하드웨어 구현 시 많은 전력 및 에너지를 소모하는 

문제점이 있다. 따라서 곱셈-누산 연산의 하드웨어 

에너지 소모를 줄이기 위해, 곱셈-누산 연산의 

피연산자(Operand)인 입력 데이터와 가중치의 비트-

정밀도를 감소시키되 심층 신경망 정확도는 유지하는 

양자화(Quantization) 기법이 많이 사용되고 있다[1]. 

예를 들어, 양자화를 통해 입력 데이터와 가중치의 

비트-정밀도를 절반씩 줄이면 하나의 단위 곱셈-누산 

연산에 소모하는 하드웨어의 전력/에너지/면적 소모를 

1/4 로 줄일 수 있다. 정확도를 유지하기 위해서, 

양자화를 통한 비트-정밀도는 심층신경망 모델별로 혹은 

같은 모델 내에서도 레이어(Layer)별로 최적의 값이 

달라질 수 있으며, 최근 관련 연구들이 급증하고 

있다[2]. 따라서, 심층 신경망 모델 및 레이어에 따라 

비트-정밀도를 가변할 수 있는 가변 비트-정밀도 곱셈-

누산기[3] 및 이를 적용한 심층신경망 연산 하드웨어 

설계가 중요해지고 있다.  

본 논문에서는 비트-정밀도와 출력의 개수를 조절 

가능한 곱셈-누산기 및 이를 적용한 심층 신경망 연산용 

시스톨릭 어레이(Systolic Array) 하드웨어를 제안한다. 

제안하는 하드웨어는 비트-정밀도 가변 시 모드(Mode) 

변경을 통해 곱셈-누산 연산의 출력 개수를 가변하여, 

처리하는 심층신경망 필터 개수를 조절할 수 있다. 

 

Ⅱ. 본론  

2.1. 기존 가변 비트-정밀도 곱셈-누산기 구조 

 
그림 1. 기존 가변 비트-정밀도 곱셈-누산기 구조 

그림 1 은 기존의 가변 비트-정밀도 곱셈-누산기 

구조이다. A, B, C 를 입력 데이터로 하여 A*B+C 의 

곱셈-누산 연산을 수행한다. 이때, A 와 B 의 비트-

정밀도에 따라 여러 개의 곱셈을 동시에 처리하는 것이 

가능하다. 예를 들어 A, B 가 16bit 일 때 1 개의 곱셈 
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연산을 처리할 수 있지만, A, B 가 8bit 일 때는 2 개의 

곱셈 연산을 동시에 처리하여 A0*B0 + A1*B1 + C 의 

연산을 수행할 수 있다. 그림 1 에서 볼 수 있듯이, 

기존의 가변 비트-정밀도 곱셈-누산기는 항상 모든 

곱셈기 결과를 전부 더해서 하나의 결괏값을 출력한다.  

 
그림 2. 비트-정밀도 변화에 따른 곱셈기 동작 

 

그림 2는 비트-정밀도 변화에 따른 곱셈기의 동작 변

화를 나타낸다. 입력 A, B가 n-bit, n/2-bit, n/4-bit인 경

우 1, 2, 4개의 곱셈 연산이 동시에 가능하다. 하지만 기

존 가변 비트-정밀도 곱셈-누산기는 입력으로 받는 A, B

는 가변이 가능하지만 누산 연산의 출력은 고정되어 있

다. 대부분의 심층신경망 연산 하드웨어는 곱셈-누산기 

여러 개를 시스톨릭 어레이와 같은 배열로 구성하여 처

리한다. 곱셈-누산기가 여러 개의 곱셈-누산 연산을 처

리하더라도 전부 누산하여 하나의 곱셈-누산 연산 결과

만 출력한다면, 전체 연산 측면에서 좀 더 다양한 배열 

처리를 할 수 있는 가능성을 제한하게 된다.  

 

2.2. 제안하는 유연한 곱셈-누산기 구조 및 적용 

 
그림 3. 곱셈- 누산 연산 출력 수의 가변이 가능한 

누산기 구조 

그림 3은 n/4-bit의 곱셈 연산 시, 출력의 가변 형태를 

보여준다. 기존에 고정된 개수 만을 출력했던 구조와 달

리, 다양한 형태의 누산 결과를 출력할 수 있다. 이러한 

구조는 곱셈 결과 누산에 사용되는 누산기의 구조에 간

단한 MUX 만을 추가하여 사용 가능하므로, 기존과 하드

웨어 면적의 차이가 거의 없다. 

 

 
그림 4. 연산 출력의 가변에 따른 필터 처리 수 변화 

그림 4 는 본 논문에서 제안한 가변 비트-정밀도 곱셈

-누산기를 기본 연산 단위로 하는 시스톨릭 어레이 형태

의 하드웨어 가속기이다. 그림 4 와 같이 NxN 배열의 가

속기에서 제안하는 곱셈-누산기 1 개가 2 개 혹은 4 개의 

곱셈-누산 연산을 처리하는 경우 2N, 4N 개의 필터 연

산도 동시에 처리가 가능해진다. 심층 신경망의 레이어 

특성에 따라 동시에 처리하는 필터 수가 많을수록 좋은 

경우에는 고정된 개수의 필터 연산만을 수행하는 구조보

다 더 많은 필터 연산을 동시에 처리할 수 있으므로 효

율적이다. 
 

2.3. 구현 결과 

표 1 은 본 논문에서 제안하는 곱셈-누산기(MAC)와 

제안하는 MAC 에 기반한 8x8 시스톨릭 어레이의 

하드웨어 구현 결과이다. 제안하는 하드웨어의 구현을 

위해서 시놉시스(Synopsys) 디자인 컴파일러(Design 

Compiler) 툴과 130nm CMOS 공정 라이브러리를 

사용하여 10MHz 동작 주파수에서 합성을 진행하였다. 

제안하는 MAC 은 148,305 um2 의 면적을 가지며, 

제안하는 8x8 시스톨릭 어레이는 9,492,205 um2 의 

면적을 갖는다. 

 1 MAC 8x8 MAC Array 

공정 [nm] 130 130 

동작 주파수 [MHz] 10 10 

면적 [um2] 148,305 9,492,205 

표 1. 제안한 하드웨어 구조의 합성 결과 

Ⅲ. 결론  

본 논문에서는 비트-정밀도의 가변과 곱셈-누산 

출력의 개수 가변이 가능한 새로운 곱셈-누산기 

하드웨어 구조를 제안하였다. 비트-정밀도의 가변을 

통해 여러 곱셈 연산을 동시에 처리할 수 있고, 출력의 

개수를 조절하여 빠르게 많은 필터 처리를 요구하는 

레이어에서 기존 고정된 출력 개수를 처리하는 구조보다 

효율적이다. 기존 대비 하드웨어 면적 오버헤드는 5% 

미만이며, 130nm 공정, 10MHz 동작 주파수에서 8x8 

시스톨릭 어레이로 구현 시 면적은 9,492,205 um2 이다. 
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