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요 약
  

본 논문은            머신러닝을 통한 스마트팩토리의 에너지 소비량 예측의 정확성을 높이고자 다수의 병렬 가중 모델을 활용하는 방법을 제안한다. 
제안하는 방법은 여러 일 동안 수집된 하루 에너지 사용량 데이터를 하루씩 나누어 다수의 모델에 병렬로 학습시킨 후 각각의 모델의 성능을 평가한 
가중치를 예측값에 곱하여 합하는 방식으로 최종 예측치를 얻는다 실제 . 스마트팩토리 데이터를 활용한 실험을 통하여 제안한 방법이 하나의  머신러닝 
모델에 직렬로 학습시키는 방법보다 평균 제곱근 편차가 작고 예측 성능이 우수함을 확인하였다.
            

서 론. Ⅰ

  스마트팩토리는 차 산업 혁명의 핵심 요소 중 하나로4  다양한 센서 등
을 활용하여 상황을 인지하고 실시간으로 반응할 수 있는 지능형 공장을  
의미한다 이러한 [1]. 스마트팩토리의 빅데이터 수집 생산 라인 모델링 예, , 
측 및 생산 지능화에 대한 연구가 전 세계적으로 활발히 이루어지고 있다
그 중 [2]. 스마트팩토리의 핵심 기술인 와 관련하IoT(Internet of Things)

여 주목받고 있는 스마트미터는 실시간으로 에너지 사용량 데이터를 수집
할 수 있고 더 나아가 본 논문의 목적인 에너지 사용량 예측을 통한 에너
지 효율성 향상 및 생산 관리 결정에 중요한 역할을 한다 그러나 생산 [3]. 
활동 전반이 자동화 지능화 및 자율화된 , 스마트팩토리의 특성상 작동 시
간 및 에너지 사용량에 대한 변동 폭이 크고 데이터 수집 및 측정 과정에
서 잡음이 포함될 가능성이 있다 이러한 변동 폭은 . 머신러닝을 통한 예측 
성능을 저하시켜 예측 성능 향상에 근본적인 한계치를 만든다[4], 본 [5]. 
논문에서는 이러한 머신러닝의 성능을 향상시키기 위하여 활용 데이터를 
병렬로 학습시킨 다수의 개별적인 머신러닝 모델을 만든 후 각 모델의 예 
측 결과에 가중치를 주어 최종 예측값을 얻는 방법을 제안한다.
    

본론. Ⅱ

문제 정의A. 
본 논문에서는   !일 동안 수집된 하루 에너지 사용량 데이터를 통해 !"#
일째 하루 에너지 사용량을 예측하고자 한다. $%$&#' ⋯'!)일 하루를 균
등한 시간 간격으로 나누어 총 *번 에너지 사용량을 측정하였을 때, 
+%+&#'⋯'*)번째 시간 간격에서 수집된 에너지 사용량 데이터를 ,$%+)라 
하자. $일 하루 동안 수집된 에너지 사용량 벡터를 -$라 하면 벡터 , -$는 
다음과 같이 표현된다.

-$&%,$%#)' ,$%.)' ⋯' ,$%*)). ⑴

  !일 동안 수집된 하루 에너지 사용량 벡터의 집합을 /!이라 하자 집합 . 
/!는 다음과 같이 표현된다.

/!&0-$ 1$&#'⋯'!2 (2)

  !일 동안 수집된 에너지 사용량 벡터의 집합 /!을 머신러닝의 훈련 집

합으로 사용하여 예측한 !"#일의 에너지 사용량 벡터를 3-!"#라 하면 벡, 

터 3-!"#는 다음과 같이 표현된다.

3-!"#&%3,!"#%#)'3,!"#%.)' ⋯'3,!"#%*)) ⑶

본 논문에서는 예측의 정확도를 평가하기 위해 평균 제곱근 편차  
를 사용하였으며 각 시간 간격 (RMSE) +에서 예측한 에너지 사용량과 실제 

에너지 사용량을 통해 구한다.

4567%-!"#'3-!"#)&8*
# 9
8

:
+&#

*

;,!"#%+)<3,!"#%+);
. (4)

변동 폭이 큰 데이터를 기반으로 일반적인   머신러닝을 통해 3-!"#을 예측
할 때 예측의 정확도가 떨어지는 경향이 있다, [4], 본 논문에서는 이를 [5]. 
해결하기 위해 데이터 전처리와 제안 방법을 통해 파동이 큰 데이터에서도 
예측의 성능을 높이고자 한다.
제안 방법B. 
본 논문에서는 지수 이동 평균  으로 잡음을 제거한 하루 동안 분 간격, 1
으로 총 1, 번440 %*&#'==>) 측정된 하루 동안의 에너지 사용량 데이터  
-$를 사용하여 다수의 머신러닝모델을 병렬로 학습시킨 뒤 학습된 모델의  , 
예측 성능을 기반으로 한 가중 모델을 제안한다 본 논문에서 제안하는 모델. 
은 그림 과 같다 하나의 1 . 머신러닝 모델을  5 $라 하면, 5 $는 
0-$' -$"#2를 기반으로 $일을 입력하였을 때 $"#일의 하루 에너지 사용
량을 예측하도록 학습한다. !"#일을 예측하기 위해 활용되는 다수의 병렬 
머신러닝 모델들은  !<#일 동안 수집된 데이터 집합 /!<#을 0-$' -$"#2
%$&#'⋯!<.)로 나누어 병렬로 학습하는 과정을 통해 총 !<.개 생성
된다.
제안하는 모델은 학습된   5 $에 -!<#을 입력하였을 때 !일에 대해 예측
한 성능을 기반으로 가중치를 정한다. 머신러닝 모델  5 $가 !일에 대하여 

예측한 결과를 에너지 사용량 벡터 3-!
$라 하면, 3-!

$ 와 실제  !일에 대한 데

이터 -!을 통해 각각의 모델 5 $에 대한 4567 %-!'3-!
$
)인 ?$ 을 계산한 

다 편차와 예측 성능은 반비례하므로 이 편차의 역수로. 가중치  @$를 얻게 
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그림 1 병렬 생성 모델을 활용한 제안 방법.  .
되며 가중치  @$ %$&#' ⋯'!<.)는 다음과 같이 표현된다. 

@$ &8

:
$&#

!<.

#A?$

#A?$

(5)

제안 모델은 병렬로 학습된 각각의   머신러닝모델  5 $에 -! 데이터를 입 

력해 !"#일을 예측한 3-!"#
$ 을 추출하고 5 $마다 계산된 가중치 @$를 예

측값 3-!"#
$ 에 각각 곱한 후 더하여 !"#일에 대한 예측값 3-!"#을 얻는다.

3-!"# &:
$&#

!<.

@$3-!"#
$ (6)

    
구현 및 실험 결과. Ⅲ

본 논문에서 제안한 모델의 성능을 평가하기 위하여 독일 쾰른 아헨 지  -
역의 시범 FINESCE 스마트팩토리에서 분 간격으로 수집한 가지 기계 1 4
레이저 절단기 벤딩기 로봇 웰터(laser cutting), (bending), 3D (3D robot 

레이저 형삭기 의 하루 동안 에너지 사용량 데이터welter), (laser shaping)
를 사용하였다 결측값이 없는 데이터를 활용하기 위하여 년 월 [6]. 2015 5 18
일부터 월 일까지 주 동안 수집된 데이터를 6 15 4 사용하여 에너지 사용량을 
분 단위로 모두 더한 총 에너지 사용량 데이터를 활용하였다 실험에서 사용. 
한 머신러닝 모델은 및  Decision Tree, Adaboost kNN(k-Nearest 
Neighbors)이며 본 논문에서는 각각을 으로 나타낸다DT, AB, kNN .
제안 방법의 병렬 모델 개수에 따른 예측 성능을 평가를 위해   !

%!&='B ⋯'#C)을 지정하여 데이터 길이에 맞춰 머신러닝 모델  5 $를 각
각 .'D'⋯'#B 개 생성하여  !"#일의 에너지 사용량을 예측하였다 그림 . 2
에서 실험에 사용한 개의3 머신러닝 모델에 대해 병렬 모델을 개 사용하 13
였을 때 예측 성능이 가장 우수하고 모델을 개 사용한 경우보다 성능이 평2
균 향상된 것을 확인할 수 있다14.41% . 이는  경향성이 없는 데이터를 학습
할 때, 데이터를 많이 사용할수록 모델이 정확하게 학습 하기 때문이다 또. 
한, 본 논문에서는일반적인 머신러닝 방법과 제안 방법의 성능을 비교하기  
위해 활용 데이터 길이 !&#B로 하였으며 제안 방법에서는 병렬 모델 개, 
수를 개로 지정하여 일 동안 수집한 데이터로 번째 날의 하루 에너13 15 16
지 사용량을 예측하였다 표 에서 . 1 임의의 일에 대해 4 제안 방법이 일반적인 
머신러닝 방법에 비해 최대 최대 최대 로 AB 2.2%, DT 17.2%, kNN 8.2%
예측 성능이 향상된 것을 확인할 수 있다.
    

결론. Ⅳ

본 논문에서는 변동폭이 큰 스마트팩토리 데이터의 예측 성능을 향상하  기 
위해 병렬로 생성된 머신러닝 모델의 예측 성능에 따른 가중치를 부여하여 

그림 병렬 모델 개수에 따른 제안 방식의 예측 성능2. .

RMSE
(kWh)

Day 1 Day 2 Day 3 Day 4
DT AB kNN DT AB kNN DT AB kNN DT AB kNN

Series 46.46 41.74 41.90 47.12 44.18 43.74 48.75 41.22 43.85 37.63 31.78 32.77
Proposed 40.10 40.84 39.90 42.81 43.26 42.50 40.37 40.92 40.27 30.03 30.93 29.58

표 직렬 학습 모델 개 병렬 모델 개 예측 성능1. 1 , 13 비교 

 

최종 예측을 하는 다수의 병렬 가중 모델을 제시하였다 실험을 통해 기존  . 
방법보다 우수한 예측 성능을 확인하였으며 병렬 모델의 수가 증가할수록 
학습에 사용된 데이터가 많아 성능이 더욱 향상되는 것을 확인할 수 있었다. 
잡음이 있고 경향성이 없는 데이터에 대하여 제안 방법을 통한 예측을 통해 
높은 예측 정확성을 보일 것으로 기대된다.
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