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요 약  

 
 기존 TCP 혼잡제어 알고리즘은 큰 대역폭과 짧은 Round Trip Time(RTT)으로 인해 가용 링크 대역폭을 모두 

사용하지 못하거나, 혼잡이 발생할 때까지 Congestion Window(Cwnd)를 증가시켜 발생하는 처리량 손해 문제가  

존재한다. 이를 해결하기 위해 기계 학습 기반 혼잡제어들이 제안되었는데, 기계 학습의 특성상 파라미터에 따라  

처리량이나 링크 이용률과 같은 성능차이가 있음을 확인하였다. 본 논문에서는 NS3 시뮬레이터 기반의 실험 환경에서 

Additive Increase/Multiplicative Decrease(AIMD)기반의 TCP 혼잡제어 알고리즘에 기계 학습의 일종인  

Deep Q-Network(DQN)를 적용하여 성능 및 한계점을 실험 후 평가하였다. 

 

 
Ⅰ. 서 론 

기존 TCP 혼잡제어 알고리즘은 큰 대역폭과 짧은 

Round Trip Time(RTT)으로 인해 가용 링크 대역폭을 

모두 사용하지 못하거나, 혼잡이 발생할 때까지 

Congestion Window(Cwnd)를 증가시켜 발생하는 처리량 

손해 문제가 존재한다. 

이를 해결하기 위해 기계 학습 기반의 혼잡제어 

알고리즘인 RL-TCP[1], Q-TCP[2] 등이 제안되었지만, 

기계 학습의 특성상 파라미터에 따라 처리량이나 링크 

이용률과 같은 성능 차이가 있음을 확인하였다. 

본 논문에서는 NS3-GYM toolkit 과 NS3 시뮬레이터 

기반의 실험 환경에서 Additive Increase/Multiplicative 

Decrease(AIMD)기반의 TCP 혼잡제어 알고리즘에 기계 

학습의 일종인 Deep Q-Network(DQN)를 적용해 단일 

흐름에서의 처리량과 링크 이용률을 측정 및 분석하고, 

한계점을 실험으로 확인하였다. 

 

Ⅱ. 본론 

A. State/Action space 및 Rewards function 

본 논문에서는 학습을 위해 [Threshold(임계값), RTT, 

Cwnd, Throughput(처리량)]의 State space 와 식. (1)과 

같은 Cwnd 증감에 관한 Action space 를 사용하였다. 

𝐴𝑐𝑡𝑖𝑜𝑛

=  {
𝐶𝑤𝑛𝑑 =  𝐶𝑤𝑛𝑑 + 𝑆𝑒𝑔𝑚𝑒𝑛𝑡𝑆𝑖𝑧𝑒 × (𝑎 − 1),   𝑎 >  0

𝐶𝑤𝑛𝑑 =  𝐶𝑤𝑛𝑑 − 𝑆𝑒𝑔𝑚𝑒𝑛𝑡𝑆𝑖𝑧𝑒,   𝑎 =  0
,   식 (1) 

이때 𝑎 는 DQN 학습 결과값으로, 현재 State 에서 

네트워크의 상태를 다음과 같이 판단하도록 학습하였다. 

𝑎 =

{
 
 

 
 0,   혼잡 위험 매우 높음 (감소)

{

1,   혼잡 위험 높음 

2,   혼잡 위험 보통

3,   혼잡 위험 낮음

      (증가)
,    𝐷𝑄𝑁 결과값 

수행된 Action 에 따른 Rewards 는 다음과 같은 

수식으로 정의하였다. 

𝑅𝑒𝑤𝑎𝑟𝑑𝑠 =
𝑇ℎ𝑟𝑜𝑢𝑔ℎ𝑝𝑢𝑡

𝐿𝑖𝑚𝑖𝑡 𝑇ℎ𝑟𝑜𝑢𝑔ℎ𝑝𝑢𝑡
,                                  식 (2) 

𝑇ℎ𝑟𝑜𝑢𝑔ℎ𝑝𝑢𝑡 =
𝐶𝑤𝑛𝑑

𝑅𝑇𝑇
,                                                    식 (3) 

𝐿𝑖𝑚𝑖𝑡 𝑇ℎ𝑟𝑜𝑢𝑔ℎ𝑝𝑢𝑡 =
𝐶𝑤𝑛𝑑 𝑏𝑒𝑓𝑜𝑟𝑒 𝑐𝑜𝑛𝑔𝑒𝑠𝑡𝑖𝑜𝑛

𝑅𝑇𝑇 𝑏𝑒𝑓𝑜𝑟𝑒 𝑐𝑜𝑛𝑔𝑠𝑒𝑡𝑖𝑜𝑛
,식 (4) 

{
𝜀,                      𝑅𝑎𝑛𝑑𝑜𝑚 𝐴𝑐𝑡𝑖𝑜𝑛
1 − 𝜖,   𝐵𝑒𝑠𝑡 𝑅𝑒𝑤𝑎𝑟𝑑𝑠 𝐴𝑐𝑡𝑖𝑜𝑛

,   𝜀 = 0.015,             식 (5) 

식. (2)는 링크 이용률을 나타내며, Limit Throughput을 

기준으로 계산한다. 이때 Limit Throughput 은 현재 링크 

용량에서 사용가능한 최대치에 가까운 처리량으로 식. 

(4)를 이용해 계산하며, Cwnd 와 RTT 는 마지막으로 

혼잡이 발생하기 바로 전의 State 값을 사용한다. 

Rewards 값이 1 을 초과할 경우 -1 의 값을 갖도록 

페널티를 부여하였으며, 혼잡이 발생하지 않으면 Limit 

Throughput 을 다시 찾는 동작을 하게 된다. 또한 

Rewards 에 따른 Action 의 선택은 식. (5)의 확률을 

가지는 Epsilon-Greedy 정책을 사용하였다. 

Time out 발생 시 표준 TCP 동작[3]에 따라 Slow 

Start 단계로 재 진입하게 되며, CUBIC 표준[4]에 따라 

확장성에 초점을 두고 빠른 Cwnd 증가 및 최대 처리량 

달성을 위해 Cwnd 감소 지수는 0.7 로 설정하였다. 

 



B. 실험 환경 

 
그림 1. NS3 시뮬레이터 실험 환경 구성도 

 

그림1은 혼잡제어의 성능 및 링크 이용률 분석을 위한 

NS3 시뮬레이터의 실험 환경을 나타낸다. 호스트는 실험 

시나리오에 따라 NewReno, CUBIC, DQN 기반 TCP 

혼잡제어 알고리즘을 사용해 데이터를 전송한다. 실험 

환경의 RTT 는 100ms 로 설정하였으며, 300 초의 데이터 

전송 시간을 가진다. 병목 링크 대역폭은 50Mpbs 

고정과 100 초 주기로 50, 25Mpbs 를 왕복하는 2 개의 

상황을 부여하여 실험하였다. 

 

C. 단일 흐름에서 DQN TCP, NewReno, CUBIC 비교 

그림 2 는 단일 흐름일때 각 혼잡제어의 Cwnd 를 비교 

분석하기 위한 그래프이다. DQN 기반 TCP 혼잡제어 알

고리즘은 최대 혼잡창의 크기를 학습하고 이를 유지하였

다. 또한 Epsilon-Greedy 정책으로 랜덤 선택 도중 혼

잡창을 증가시켜 중복 ACK가 발생하더라도 빠르게 학습

한 최대 처리량으로 복구하였다. 

평균 처리량은 NewReno 가 43.93Mbps 로 가장 낮았

고, DQN 기반 혼잡제어 알고리즘이 50.44Mbps 로 가장 

높았다. 하지만 CUBIC은 49.64Mbps로, DQN 기반 혼잡

제어 알고리즘보다 낮지만, 큰 차이가 없음을 확인하였다. 

 

D. 병목 링크의 용량이 변화할 때의 실험 

그림 3 은 단일 흐름에서 병목 링크의 용량이 변화할 

때 각 혼잡제어의 링크 이용률을 비교하기 위한 Cwnd 

그래프이다. NewReno 와 CUBIC 은 혼잡이 발생할 때까

지 Cwnd를 증가시키기 때문에 병목 링크의 용량이 변화

하여도 지속적인 Cwnd 증가 및 혼잡 발생으로 인한 감

소 동작을 반복하였다. 

DQN 기반 TCP 혼잡제어 알고리즘은 처리량이 가장 

높은 Cwnd 를 학습 후 유지하게 동작한다. 또한 

Epsilon-Greedy 정책에 따른 확률로 Cwnd 를 증가시키

며 새로운 최대 처리량을 탐색하는 과정에서 혼잡이 발

생하면 Cwnd 를 감소시키고, 그렇지 않으면 다시 Cwnd

를 유지하게 된다. 

링크 대역폭이 50, 25Mbps 일 때 각 혼잡제어에 따른 

평균 처리량은 다음과 같다. 

링크 대역폭 혼잡제어 평균 처리량 (Mbps) 

50Mbps 

DQN 기반 49.37 

NewReno 43.58 

CUBIC 48.67 

25Mbps 

DQN 기반 25.4 

NewReno 23.31 

CUBIC 25.34 

실험에서 DQN 기반 TCP 혼잡제어 알고리즘의 평균 

처리량은 모든 구간에서 NewReno 보다 최소 9%, 최대 

13.3% 높았다. 하지만 CUBIC 과 비교했을 때는 최소 

0.2%, 최대 1.4%의 미미한 평균 처리량 상승을 보였다. 

그림 2. 단일 흐름일때 각 혼잡제어의 Cwnd 비교 

그림 3. 병목 링크 용량 변화 시 각 혼잡제어의 Cwnd 비교 

 

Ⅲ. 결론  

본 논문에서는 AIMD 알고리즘에 DQN 기반 혼잡제어 

알고리즘과 기존 혼잡제어 알고리즘 사이의 단일 흐름 

성능 차이와 링크 용량 변화 시 링크 이용률의 비교 및 

분석을 위해 NS3 시뮬레이터로 실험환경을 구성하였다. 

모든 실험에서 DQN 기반 TCP 혼잡제어 알고리즘은 

학습한 Cwnd 를 최대한 유지하며 가장 높은 처리량을 

보여주었지만, CUBIC 과의 처리량 차이가 약 1%로 

미미하다는 한계점이 존재한다. 추후 AIMD 알고리즘이 

아닌 비선형 Cwnd 증가 알고리즘을 적용해 성능 개선 

연구를 진행할 계획이다. 
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