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요 약

본 논문은 무선 인지 네트워크에서 딥러닝 기반의 자동 변조를 위해 사용되는 CNN 모델에 대해 필터 크기에
따라 변화되는 예측성능에 대해서 분석하였다. 성능분석을 위해 사용된 데이터셋은 Deepsig의 RADIOML 2018.01a
그리고 RML2016.10b를 사용하였다. 기존의 모델에서 사용한  × 의 필터를  × ,  ×  그리고  ×  크기로
대체하여 나타나는 성능에 대해 나타내었다. 성능 분석에 따라서  ×  필터가 최적의 필터 크기인 것을 보였다.

Ⅰ. 서 론

무선통신 기술의발전을 통해 IoT 모바일기기에 대한서비스증가로주

파수 자원에 대한고갈 현상이 심화되면서 산업분야[1], 군사 분야 등다

양한응용분야에대한서비스를제공에한계점을가지게된다. 이러한문

제를 해결하고자 인지통신기술이 보급되었고 이는 제한된 주파수 자원을

효율적으로 사용할 수 있도록 하게 한다. 인지통신기술은 면허 주파수 대

역을 허가되지 않은 사용자(부 사용자)가 유휴 채널을 사용 가능하도록

하는기술이며 부사용자는 인가된사용자(주 사용자)의 통신을 방해하지

않는조건을가지고있다. 따라서주사용자의통신에간섭하지않도록하

기 위해 인지통신을 가능하게 하고 부 사용자가 네트워크 채널을 사용하

도록 하는다양한 기법들이 구성되어 있으며, 그 중 자동변조분류 기법[2]

은 부 사용자가 채널을 사용하기 위한 필수적 기법이다. 자동변조분류 기

법은 수신된 신호를 사전지식 없이 변조 종류를 식별해내는 기법으로 기

존의 2가지 방식을 통해 연구 되었다. 첫째는 최대 우도추정 기반의 분류

방식이며, 두 번째는특징기반의패턴인식방식이다. 최대 우도추정 방식

을 적용 시최적의 성능을보장하지만 구현하기 위한 매우 높은 복잡도가

발생함으로 차선의 성능을가지는 패턴인식방식이 일반적으로 적용된다.

패턴인식 방식의 분류 진행과정은 입력 데이터 전처리, 특징추출, 마지막

으로 분류결정으로 3단계로 진행되지만 딥러닝 기반 패턴인식 방식[3]은

입력데이터전처리와 특징추출/분류결정으로 2단계로 진행된다. 본 논문

에서는 Deepsig Dataset: RML 2018.01a 데이터셋과 RML 2016.10b 데이

터셋을 활용하여 각 필터 크기에 대한 성능을 분석하였다.

Ⅱ. 시스템 모델

송신부의전송된 신호는클럭오프셋과채널 페이딩에의해손상되어수

신부를 전송이 되며 번째 수신된 신호는 식 1과 같이 나타낼 수 있다.

  ∆  ∆    (1)

그림 1 Example of system model.

여기서 은다중경로의진폭이며, ∆와 ∆는캐리어주파수와위상

의 오프셋, 는 변조신호 그리고 는 백색가우시안잡음을 나타낸다.

신호의 자동 변호 분류를 위해 사용된 데이터셋 RML 2018.01a은 1024

샘플을 1프레임으로구성하여총 884,736 프레임을사용하였으며 각 변조

타입 당 4096 프레임이 사용하였다. RML 2016.10b의 경우 128 샘플을 1

프레임으로 구성하여 총 540,000 프레임이 사용되었으며 각 변조 타입 당

6,000 프레임이 사용하였다. RML 2018.01a의 경우 측정된 SNR 구간은 0

dB에서 16 dB이며 2 dB의 간격으로 예측성능을 나타내었고 RML

2016.10b의 경우 SNR 구간은 -10 dB에서 6 dB이며 2 dB의 간격으로 예

측성능을 나타내었다. 수신된 신호 프레임으로 재구성하여 식 2를 통해

RMS 방식으로 정규화하였으며, 정규화된 신호는 In-phase,

Quadrature-phase (IQ) 요소로 분리 후 딥러닝 네트워크에 학습 하였다.









  









(2)

Ⅲ. CNN 모델 성능분석

CNN 모델을 통한 특징을 추출하기 위해 컨볼루션 레이어를 통해 특징

맵을 생성하고 액티베이션 레이어를 통해 비선형적으로 출력된 특징맵을

적층한다. 컨볼루션 레이어와 액티베이션 레이어 사이 배치 정규화 레이
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어를 사용하여 일반화 성능을 높여 학습 속도와 정확도를 높이게 할 수

있다. 특징맵생성 시컨볼루션, 배치 정규화 그리고 액티베이션레이어를

하나의 컨볼루션 블록의 기능으로 두었고 각각에 대한 식은 식 2-4를 통

해 나타내었다.

  


   (2)

여기서 는 입력값, 는 컨볼루션 계수이고 그리고 는 바이어스 값

이다. 배치 정규화에 대한 부분은 식 3을 통해 나타내었다.

 
 

  
 (3)

여기서 는 최소 배치의평균값이며 
는 최소 배치의 분산값 그리고

는분모가 0이 되지않도록주어지는작은값이다. 마지막으로 액티베이

션 레이어는 식 4를 통해 나타내었다.

    if  

  
(4)

제안하는 CNN은 SGDM (Stochastic Gradient Descent with

Momentum) 최적화 기법을사용하였다. 제안된 CNN 구조는 그림 2, 3을

통해 나타내었으며, 그림 3에서 ConvB는 컨볼루션 블록, MPool은

MaxPooling 레이어, APool은 AveragePooling 레이어, GAPool은 Groval

APool 레이어, DO는 DropOut 레이어, FC는 Fully-Connected 레이어,

SM은 Softmax 레이어 그리고 CO는 Classification Output을 각각 의미

한다. 그림 2에서 CovnB의 ( × ), ( × ) 그리고 ( × )은 컨볼루션

레이어 필터 크기를 나타내며 여기서 ( × ) 필터 크기 사용하는 각 레

이어를 ( × ), ( × ) 그리고 ( × )로 각각 크기를 적용하여 성능

을 비교 분석하였다. 그림 2에서 제안된 CNN 모델은 총 3개의 블록과 출

력으로 구성되며, 18개 컨볼루션 을통해 특징맵을추출하였다. 1024 또는

128 입력길이는 ABlock에서 사용된 MPool를 통해 축소 하였고, CBlock

의 APool을 통해 2-Dimension 특징맵을 1-D로 축소하도록 하여 계산복

잡도를낮추었다. 출력단에서는 FC 레이어에 전달된입력크기는 글로벌

평균풀링을 적용하여  × 로 조정하여 학습 파라미터 수를 낮추었다.

그림 2 신호 기반 CNN 아키텍처.

그림 3 CNN 모델 구조 (a)Ablock (b)Bblock (c)Cblock (d)Output.

Ⅳ. 시뮬레이션 결과

본논문에서제안된모델의성능분석을그림 3, 4를 통해 각데이터셋에

대한 비교결과를 나타내었다. 시뮬레이션을 위한 환경 설정은 최소 배치

크기 64, 최대 Epoch 40, 초기 학습비율 0.1 그리고 Epoch 35마다 0.1 학

습 비율을 낮추도록 하였다. 결과를 통해서 두 가지 데이터셋 모두

( × )의 필터를사용하였을때, 최적의 성능을가지는것을 볼수있다.

각 필터의성능 차이는낮은 SNR에서높은 SNR로 증가할 때, 따라서 최

저 분류 정확도에서 최고 분류 정확도로 천이 될 때 각 필터에 대한 분류

성능이 뚜렷하게 나타나는 것을 볼 수 있다. 따라서 본 시험을 통해 필터

크기가증가할수록 최저 그리고최대 성능을 높이는 것이 아니라 천이되

는 과정에서 분류 성능을 높이는 것을 볼 수 있다.

그림 4 Performance comparison with RML 2016.10b

그림 5 Performance comparison with RML 2018.10a

Ⅴ. 결론

본 논문에서는 자동 변조 분류를 위해 CNN 모델을 제안하고 컨볼루션

필터 크기에 대한 성능을 분석하였다. 제안된 모델의 성능분석을 위해

RML 2018.01a, RML 2016.10b 데이터셋을 사용하였으며 ( × )의 필터

크기를 사용할 때 최적의 성능을 보이는 것을 나타내었다.
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