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요 약

본 논문에서는 Q-learning 기반의 Slotted ALOHA 프로토콜인 ALOHA-Q 방식에서 노드의 수와 프레임 당 슬롯의 수가

차이가있을 때 throughput 성능이낮아지는점을 보완하기위하여 Slotted ALOHA에 톰슨 샘플링강화학습기법을적용하여

샘플링 값에 따라 프레임 내의 슬롯 수를 조절하는 방안을 제안하였다. 슬롯에서의 패킷 충돌 확률과 빈 슬롯 발생 확률을

모두 감소시켜 Slotted ALOHA, ALOHA-Q 방식 대비 높은 throughput을 보여주는 것을 시뮬레이션을 통한 성능 분석으로

확인하였다.

Ⅰ. 서 론

Slotted ALOHA에 Q-learning 기반 강화학습을 적용한 ALOHA-Q 방

식은 각각의 노드들이 프레임 내의 전송성공률이 높은슬롯에 패킷을전

송하게 하여 Slotted ALOHA 대비 성능을 높였지만 프레임 내의 슬롯의

개수가노드수보다많으면빈슬롯이생기고, 슬롯의 개수가 노드 수보다

적으면 슬롯에서 패킷 충돌 확률이 높아져 throughput 성능이 저하되는

문제가 있다.

본 논문에서는 Slotted ALOHA에 톰슨 샘플링 기반의 강화학습을 적용

하여노드들이패킷전송성공확률이높은슬롯에패킷을전송할수있도

록 학습할 뿐만 아니라, 노드의 수에 따라 프레임 내의 슬롯 수를 조절하

여 빈 슬롯을 줄이고 패킷 충돌 확률을 감소시켜 성능을 높이는 방식을

제안한다.

Ⅱ. 본론

2.1 Dynamic Framed Slotted ALOHA (DFSA)

Framed Slotted ALOHA에서는프레임을여러개의 슬롯으로나누어슬

롯의시작점에서만 패킷을 전송할 수 있게하여 Pure ALOHA 대비 성능

을 높일 수 있지만, 프레임당 슬롯의 수를 고정으로 할당하여 슬롯 개수

대비 노드 개수가 많거나 작아질수록 성능이 떨어졌다. DFSA는 이러한

문제를 보완하여 프레임 내의 슬롯 수를 조절해가며 성능을 높이는 방식

이다. Vogt 알고리즘은 프레임 내에서충돌이발생한 슬롯수를이용하여

다음프레임 크기를조절하는알고리즘으로슬롯에 충돌이발생하면해당

슬롯에는최소한 2개 이상의노드가전송을 시도한 것을의미하므로충돌

이 발생한 슬롯 수에 2를 곱한 만큼 다음 프레임 크기를 증가시킨다.[1]

DFSA 방식에서는 프레임의 크기 조절은 가능하지만, 노드가 랜덤하게

슬롯을 선택하여 성능의 한계가 존재한다.

2.2 ALOHA-Q

ALOHA-Q 방식은 Slotted ALOHA에 Q-learning 기반 강화학습을 적

용하여이전프레임에서 선택한슬롯에 대해 패킷 전송의보상값에 따라

노드들이 프레임내의슬롯중 전송 성공률이 가장 높은슬롯을 학습하는

방식이다. 이상적인 경우 다수의 노드가 서로 다른 슬롯에 패킷을 전송하

여패킷충돌이나빈슬롯이발생할확률을낮추어성능을높인다. 하지만

프레임내의슬롯수가 고정이므로 노드 수와 차이가 날수록 성능이 낮아

진다.[2][3]

2.3 톰슨 샘플링 강화학습 기반의 DFSA

톰슨샘플링은 (1)과 같은베타분포를이용한알고리즘으로 값과 값

을 이용하여 action에 대한 확률분포를 만들어 무작위로값을 샘플링하여

그중 가장 큰값을 가지는 action을 정한다. 는 감마 함수를 의미하며

는 action에 대한보상을받을확률을나타내며 1-는보상을받지못할

확률을 나타낸 값이다. Action에 대한 보상을 받게 되면 값이 증가하여

분포가 1에 근접하게 되어 샘플링 값이 높을 확률이 높아지고 보상을 받

지 못하면 값이 증가하면서 분포가 0에 근접하게 되어 샘플링 값이 낮

을 확률이 높아지게 된다.[4]

  
 

      (1)

본 논문에서는 Slotted ALOHA에 톰슨 샘플링을 적용한 DFSA 방식을

제안한다. 노드들은 각자 프레임 내의모든슬롯에대해베타분포를가지

고 는해당슬롯에패킷전송을성공한횟수를나타내고 는패킷전송

을 실패한 횟수를 나타낸다. <그림 1>은 두 슬롯에 대한 노드의 베타 분

포를 표현한 예시다. 패킷 전송에 성공하면 값이 증가하여 해당 슬롯에

대한 베타분포의 확률밀도함수의 값이 가 1에 가까워질 때 높아지고,

제2회 한국 인공지능 학술대회(The 2nd Korea Artificial Intelligence Conference)

116



그림 1. , 값에 따른 베타분포

그림 2. 제안하는 톰슨 샘플링 강화학습 기반

Dynamic Framed Slotted ALOHA 동작

패킷 전송에 실패하면 값이 증가하여 가 0에 가까울 때 확률밀도함수

가 높아진다. 슬롯에 패킷을 전송하지 않으면 분포에는 변화가 생기지 않

는다. 프레임이 진행될수록 베타 분포의 확률밀도함수의 폭이 좁아져 전

송 성공확률이 높은 슬롯의 샘플링 값은 1에 가까워지고, 나머지 슬롯에

대한 샘플링 값은 0에 가까운 값이 되어 전송 성공 확률이 높은 슬롯을

선택할 가능성이 높아진다.

<그림 2>는 제안한방안의한프레임 동안의동작을나타낸다. 모든 노

드는 프레임 시작 시톰슨샘플링 알고리즘을이용하여각 슬롯의샘플링

값을구하고그중가장큰샘플링값의슬롯을선택하여패킷을전송하고

성공여부에 따라 , 값을업데이트한다. 프레임의크기를 조절하는컨

트롤러는 노드들이 선택한 슬롯에 대한 샘플링값( , 노드 가 선택한

슬롯의 톰슨 샘플링 값)들의 최솟값이 미리 설정한 임계값 보다 낮으

면 전송 성공률이 높은 슬롯을선택할 수없을 확률이 높으므로 프레임의

슬롯 수를 의미하는 를 1 증가시킨다. 반대로 노드들의 샘플링 값이

모두 보다높지만빈슬롯이발생하면불필요한슬롯이존재할확률이

높으므로 를 1 감소시킨다.

2.4. 시뮬레이션을 통한 성능 분석

본 논문에서 제안하는방식의 성능을 분석하기 위해 Python을 이용하여

시뮬레이션을 진행하였고 임계값 는 0.5로 설정하였다.

<그림 3>은 노드 수에 따른 에피소드별 슬롯 수를 나타낸 것이다. 에피

소드는 한 프레임 동안의 접속을 의미하며 첫 에피소드에서 프레임의 크

기는 10개 슬롯으로 설정하였다. 에피소드가 증가함에 따라 노드 개수에

맞게 프레임의 슬롯 수가 조절되는 것을 볼 수 있다.

그림 3. 에피소드별 한 프레임의 슬롯 수

그림 4. 노드 수에 따른 throughput 비교

<그림 4>는 본 논문에서 제안하는 방식과 다른 방식의 성능을 비교한

것으로 100,000 에피소드 동안의 평균 throughput을 나타낸다.

Throughput은 시뮬레이션 동안의 모든 슬롯개수대비 패킷 전송을 성공

한슬롯개수의 비율이다. Slotted ALOHA, ALOHA-Q 방식모두 프레임

당슬롯의 개수를고정해 슬롯 수와 노드수의차이가 클수록 throughput

이 감소하는걸 확인하였고본 논문에서 제안한방식은 톰슨 샘플링 강화

학습을사용하여프레임의 슬롯개수를동적으로변화시키는 과정에서노

드의 수가 증가할수록최적의 슬롯 개수를찾는데 더 많은 에피소드가 필

요하여 throughput이 점차 감소하지만모든 경우에서 throughput이 1.0에

가까운 성능을 보여주었다.

Ⅲ. 결론

본 논문에서는 Slotted ALOHA에 톰슨 샘플링 강화학습을 적용한

DFSA 방식을 제안하였다. 톰슨 샘플링 값에 따른 프레임의 슬롯 개수를

동적으로 조절하고, 강화학습을 통해 전송 성공확률이 높은 슬롯을 결정

하여 Slotted ALOHA와 ALOHA-Q 방식 대비 throughput 성능이 향상

하였다.
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